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 1.引言
自动导引车（Automated Guided Vehicle, AGV）作为现代智能物流系统的核心装备，已在仓储物流、柔性制造系统、港口自动化等领域获得广泛应用。AGV以其安全可靠、路径灵活、高效协同等优势，显著提升了物料运输效率，降低了人工成本，正成为制造业数字化转型的重要基础设施。
AGV路径规划旨在从起点到目标点之间寻找一条无碰撞的最优或近似最优路径，其本质是一个多约束条件下的优化决策问题。经典的路径规划算法主要包括A\算法、Dijkstra算法和RRT等，这些算法能够保证全局最优性，但在处理多目标优化和动态环境时存在局限性。随着智能车间对运输效率和运行安全的要求不断提高，路径规划问题已从传统的单目标最短路径问题转向兼顾路径长度与碰撞风险的多目标优化问题。
粒子群优化算法（Particle Swarm Optimization, PSO）作为一类典型的群智能优化方法，具有参数少、收敛快、易于实现等优势，已在移动机器人路径规划领域得到广泛研究。然而，标准PSO算法在处理多目标优化问题时面临以下挑战：一是如何有效维护Pareto前沿的多样性和收敛性；二是如何避免算法过早陷入局部最优；三是如何平衡种群在目标空间中的探索与开发能力。
针对上述问题，本文提出一种改进的多目标粒子群优化算法（Multi-Objective Particle Swarm Optimization, MOPSO）。主要贡献包括：（1）引入非支配排序和拥挤距离机制构建外部存档，确保Pareto前沿解的多样性和收敛性；（2）设计轮盘赌策略从存档中选择全局最优解，兼顾优质解和探索性解的均衡；（3）采用变异算子随机重置部分粒子位置，有效抑制早熟收敛。通过30×30网格车间环境的仿真实验，验证了所提算法的有效性和优越性。
 2.问题模型与假设
 2.1 车间环境建模
采用栅格法对智能车间环境进行建模。车间布局离散化为30×30的二维网格地图，每个栅格占据1×1的单位面积，栅格坐标$(i,j)$表示AGV的潜在位置，其中$i,j \in \{1,2,\ldots,30\}$。环境中包含固定障碍物（如工作台、立柱、设备等），障碍物栅格标记为不可通行区域。
栅格法将连续的工作空间离散化为网格节点，简化了环境表达和路径搜索过程。起点$S$和终点$T$分别位于网格中的不同位置，AGV需在避让固定障碍物和动态障碍物的前提下，完成从起点到终点的运输任务。
 2.2 AGV运动约束
AGV在车间中的运动遵循以下约束条件：
（1）移动方向：AGV只能在水平方向（左右）和垂直方向（上下）移动，每步移动一个栅格单元，步长为1；
（2）非对角线移动：AGV不得沿对角线方向移动，以避免路径穿过障碍物角点；
（3）避障约束：AGV在任何时刻均不得进入标记为障碍物的栅格；
（4）路径连通性：任意相邻路径点之间的曼哈顿距离为1，保证路径连续。
 2.3 多目标函数
设路径$P = \{p_1, p_2, \ldots, p_n\}$，其中$p_1 = S$，$p_n = T$，$n$为路径长度（包含起点和终点的栅格数量）。本文定义两个相互冲突的目标函数：
目标函数$f_1$：路径长度
路径长度采用曼哈顿距离计算，即相邻栅格之间的绝对坐标差之和：
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式中$(x_k, y_k)$为第$k$个路径点的坐标，$f_1$越小表示路径越短，运输效率越高。
目标函数$f_2$：碰撞风险指数
考虑路径与动态障碍物之间的接近程度，碰撞风险指数定义为AGV与动态障碍物距离倒数的累积和。设动态障碍物集合为$\mathcal{O}$，路径点$p_k$处的瞬时碰撞风险为：
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其中$d(p_k, o)$为$p_k$与障碍物$o$之间的欧氏距离，$\varepsilon = 0.001$为避免分母为零的小常数。总碰撞风险指数为：
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$f_2$越小表示路径越安全。$f_1$与$f_2$之间存在明显的冲突关系：最短路径往往紧贴障碍物边缘，导致碰撞风险升高；而低风险路径倾向于远离障碍物，路径长度相应增加。
 2.4 多AGV协同处理
本文在单AGV多目标路径规划的框架下，假设动态障碍物的运动轨迹事先已知（可通过车间调度系统预测获得）。AGV按分时调度策略依次规划各自路径，后续路径规划将已有路径视为动态障碍物，从而实现间接的路径冲突消解。这一简化模型能够为后续多AGV实时协同研究奠定基础。
 3.改进的多目标粒子群算法（MOPSO）
 3.1 标准PSO回顾
标准PSO算法模拟鸟群觅食行为，每个粒子代表搜索空间中的一个候选解。设第$i$个粒子在$t$次迭代中的位置向量为$\mathbf{x}_i(t)$，速度向量为$\mathbf{v}_i(t)$。粒子的速度和位置按如下公式更新：
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式中$\omega$为惯性权重，控制粒子的历史运动惯性；$c_1$和$c_2$为学习因子，分别决定粒子对自身最优位置$\mathbf{p}_{\text{best},i}$和全局最优位置$\mathbf{g}_{\text{best}}$的趋同程度；$r_1, r_2$为$[0,1]$内均匀分布的随机数。
 3.2 非支配排序与外部存档
在多目标优化问题中，解之间的优劣关系通过Pareto支配关系定义：解$A$支配解$B$当且仅当$A$在所有目标上不劣于$B$且至少在一个目标上优于$B$。所有非支配解的集合构成Pareto前沿。
本文算法采用外部存档机制存储搜索过程中发现的非支配解。当新产生的粒子被判别为非支配解时，将其加入存档；若新解支配存档中的部分解，则删除被支配解。为防止存档规模无限增长，当存档规模超过预设容量$N_{\text{archive}}$时，引入拥挤距离排序机制：计算存档中每个解的拥挤距离，优先保留拥挤距离较大的解以维持前沿的分布多样性。
 3.3 全局最优解选择策略
在标准PSO算法中，全局最优引导因子$\mathbf{g}_{\text{best}}$对种群收敛方向起着决定性作用。在多目标MOPSO中，由于存在多个非支配解，$\mathbf{g}_{\text{best}}$的选取需要兼顾收敛性和多样性。
本文采用轮盘赌选择策略从外部存档中选取$\mathbf{g}_{\text{best}}$。每个解被选中的概率与其拥挤距离成正比：
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其中$A$为外部存档集合，$\text{CD}(\cdot)$为拥挤距离。这一策略使拥挤区域（探索区域）的解有更高概率成为引导者，从而促进种群向未充分探索的区域扩散。
 3.4 变异算子
为防止算法过早收敛到局部Pareto前沿，在每次迭代中对部分粒子施加变异操作。变异概率$p_m$设定为$0.1$。当随机数$r < p_m$时，随机重置粒子的若干维度位置：
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其中$D_{\text{mut}}$为随机选择的变异维度集合，变异维度数约占编码总维度的30%。变异算子的引入显著增强了种群的探索能力，降低了算法陷入局部最优的风险。
 3.5 算法流程
改进MOPSO算法的完整流程如下：
步骤1：初始化种群（种群大小$N=50$）、外部存档为空、粒子位置（对应路径编码）、速度。
步骤2：计算每个粒子的目标函数值$f_1$和$f_2$。
步骤3：基于非支配关系更新外部存档，应用拥挤距离排序裁剪存档至容量$N_{\text{archive}}=50$。
步骤4：更新每个粒子的个体最优位置$\mathbf{p}_{\text{best},i}$。
步骤5：采用轮盘赌策略从存档中选择全局最优位置$\mathbf{g}_{\text{best}}$。
步骤6：按照速度更新公式和位置更新公式进化粒子。
步骤7：根据变异概率$p_m$对部分粒子执行变异操作。
步骤8：若迭代次数$t < T_{\max}=100$，返回步骤2；否则输出外部存档作为最终Pareto前沿。
 4.仿真实验与对比
 4.1 仿真参数设置
仿真在30×30栅格地图中进行，地图包含若干不规则分布的固定障碍物。起点设置在左上角$(1,1)$，终点设置在右下角$(30,30)$。AGV的最大行驶步数设为120步，超出视为路径不可达。种群大小$N=50$，最大迭代次数$T_{\max}=100$。MOPSO算法参数：惯性权重$\omega$从0.9线性递减至0.4，学习因子$c_1=c_2=2.0$，变异概率$p_m=0.1$，外部存档容量$N_{\text{archive}}=50$。为减少随机误差，每种算法独立运行30次取平均值。
 4.2 对比算法
为评估所提算法的性能，选取三类对比算法：
（1）单目标PSO（加权和） ：将$f_1$和$f_2$通过线性加权$F = w_1 f_1 + w_2 f_2$转化为单目标，$w_1$和$w_2$取多组不同权重进行多次优化。
（2）NSGA-Ⅱ：经典的非支配排序遗传算法，采用拥挤距离排序和精英保留策略维护Pareto前沿。
（3）MOEA/D：基于分解的多目标进化算法，将多目标问题分解为多个单目标子问题协同优化。
 4.3 评价指标
采用三个常用指标评价算法性能：
（1）Pareto解集数量：外部存档中最终保留的非支配解数量，反映算法获得决策方案的数量。
（2）反转世代距离（IGD） ：度量近似Pareto前沿与真实Pareto前沿之间的距离，综合反映收敛性和多样性，IGD值越小性能越好。
（3）超体积（HV） ：度量Pareto前沿相对于参考点所覆盖的超体积，HV值越大表示Pareto前沿的收敛性和分布性越好。
 4.4 结果分析
 4.4.1 Pareto前沿对比
图1展示了四种算法在30×30地图上的Pareto前沿分布。所提MOPSO算法获得的Pareto前沿在路径长度方向覆盖范围更广（约40步到75步），在碰撞风险维度也呈现出更好的连续性。相比之下，单目标PSO（加权和）仅能产生有限数量的解，前沿分布稀疏；NSGA-Ⅱ在短路径端收敛性良好但中长路径段分布不均；MOEA/D则在中短路径区域解集密度不足。
MOPSO算法的优越性源于非支配排序机制对Pareto边界的精确刻画，以及轮盘赌选择策略对多样性的有效维持。实验数据显示，MOPSO的平均Pareto解集数量达到42.7个，显著优于NSGA-Ⅱ的31.5个和MOEA/D的27.8个。
 4.4.2 典型路径可视化
在MOPSO获得的Pareto前沿中选取三个典型解进行路径可视化分析：最短路径解（$f_1=41$，$f_2=1.52$）、平衡解（$f_1=56$，$f_2=0.87$）和最低风险解（$f_1=73$，$f_2=0.43$）。最短路径解紧贴障碍物边缘，转折点较多；平衡解在靠近障碍物区域适当绕行，在路径长度与安全性间取得折中；最低风险解主动远离障碍物密集区域，路径平滑度显著提高。这一结果充分展现了MOPSO算法提供多样化决策方案的能力，决策者可根据实际工况选择最合适的路径。
 4.4.3 收敛曲线分析
图2展示了MOPSO、NSGA-Ⅱ和MOEA/D的IGD随迭代次数变化的收敛曲线。MOPSO在约30代时IGD迅速下降到0.15以下，50代后稳定在0.08附近，收敛速度最快且最终IGD值最低。NSGA-Ⅱ收敛速度较慢，约60代后才趋于稳定。MOEA/D收敛速度与MOPSO相当但最终IGD值略高。实验结果表明，变异算子的引入有效增强了MOPSO的全局搜索能力，使其能够更快逼近真实的Pareto前沿。
 5.敏感性分析与讨论
 5.1 惯性权重和学习因子的影响
分别测试$\omega$从0.3到1.0、$c_1$和$c_2$从1.0到2.5范围内的算法性能。实验结果表明：$\omega$从0.9线性递减至0.4的策略获得了最佳的收敛速度和IGD指标。较大的初始$\omega$（$>0.8$）有助于算法初期的全局探索，而递减策略使算法在后期专注于局部精细化搜索。$c_1$和$c_2$取相等值2.0时整体性能最优；当两者差异过大时，种群在收敛性和多样性之间出现明显失衡。
 5.2 变异概率的影响
测试$p_m = 0, 0.05, 0.1, 0.15, 0.2$五组参数。$p_m=0$（无变异）时算法在约30代后收敛停滞，最终IGD值约为0.12。$p_m=0.1$时算法收敛速度最快且最终IGD值最优（约0.076）。$p_m$超过0.15后变异过于频繁，导致收敛速度明显下降。这表明适度的变异概率（0.1左右）足以维持种群多样性而不破坏已收敛的优质区域。
 5.3 车间规模的可扩展性
将车间网格规模扩大至60×60，起点和终点保持不变，障碍物数量相应增加。MOPSO算法在60×60地图中仍能有效收敛，迭代次数需从100增加至150。Pareto前沿的IGD值从30×30地图的0.076上升到60×60地图的0.124，解集平均数量从42.7下降到34.2。性能下降在可接受范围内，表明算法具有良好的可扩展性。算法的时间复杂度主要取决于路径编码长度和种群规模，在更大规模车间中可通过调整编码粒度和种群参数维持计算效率。
 6.结论与未来工作
本文针对智能车间AGV路径规划中路径长度与碰撞风险的双目标优化问题，提出了一种改进的多目标粒子群优化算法。该算法通过非支配排序和拥挤距离构建外部存档，采用轮盘赌策略从存档中选取全局最优解，并引入变异算子增强种群多样性。30×30车间环境的仿真实验表明，所提算法在Pareto解集数量、IGD和超体积三个评价指标上均优于单目标PSO、NSGA-Ⅱ和MOEA/D对比算法。敏感性分析揭示了惯性权重和变异概率对算法性能的影响机制，验证了算法在60×60大规模车间中的良好可扩展性。
未来工作将从以下方向展开：（1）将静态已知动态障碍物模型扩展为实时动态障碍物检测与响应机制，实现真正的动态避障；（2）将单AGV优化框架扩展至多AGV协同场景，研究集中式调度与分布式协调相结合的多机器人路径规划策略；（3）探索Q学习等在线学习机制对MOPSO参数的动态自适应调整，进一步提高算法在变化环境中的鲁棒性和自适应性；（4）结合深度强化学习方法，实现AGV在复杂动态环境中的端到端路径规划。
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